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Introduccion

En este modulo, se aborda toda la parte de la inferencia estadistica mediante el
uso de R. En un primer apartado se aprenderd a trabajar con variables discretas,
sus distribuciones asociadas y el cilculo de sus probabilidades. Posteriormente,
se hara lo mismo con variables continuas. De esta manera, se estudiaran las
principales distribuciones de probabilidad tanto discretas como continuas que
se utilizan en la mayoria de las asignaturas de estadistica de la UOC.

En concreto, se profundizara en las siguientes distribuciones de probabilidad
discretas:

¢ La distribucién binomial.
e La distribucién geométrica.
e La distribucién hipergeométrica.

e La distribucién de Poisson.
Y en las distribuciones de probabilidad continuas que se citan a continuacién:

e La distribuciéon uniforme.

e La distribucién exponencial.
e La distribucién normal.

e La distribucion t de Student.
e La distribucién chi-cuadrado.
e La distribucién F de Snedecor.

Como serd posible denotar al final del primer apartado, casi todas las distribu-
ciones podran aproximarse a una normal gracias al teorema del limite central.
Este aspecto sera muy importante para obtener las distribuciones de la me-
dia muestral y de la proporciéon a partir de una poblacién, aunque esta no

necesariamente se distribuya segin una normal.

El segundo apartado se dedicarda de manera integra a la inferencia estadistica
sobre los principales parametros de las distribuciones: la media poblacional

(w), la varianza (02) y la proporcién (m o p).
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Objetivos

El estudiante ha de ser capaz de utilizar R para:

10.

. Calcular los valores criticos y las probabilidades asociadas a una distribu-

cién de probabilidad discreta.

. Calcular los valores criticos y las probabilidades asociadas a una distribu-

cién de probabilidad continua.

. Calcular intervalos de confianza y llevar a cabo contrastes de hipotesis

(unilaterales y bilaterales) para la media poblacional (u) con varianza po-

blacional (o?) conocida.

. Calcular intervalos de confianza y efectuar contrastes de hipoétesis (unilate-

rales y bilaterales) para la media poblacional (u) con varianza poblacional
(0?) desconocida.

. Calcular intervalos de confianza y efectuar contrastes de hipoétesis (unila-

terales y bilaterales) para la varianza poblacional (c2).

. Calcular intervalos de confianza y llevar a cabo contrastes de hipotesis

(unilaterales y bilaterales) para la proporcién poblacional ().

. Calcular intervalos de confianza y efectuar contrastes de hipo6tesis (unilate-

rales y bilaterales) para la diferencia de medias poblacionales (u; y p2) con

varianzas (02 y 03) conocidas.

. Calcular intervalos de confianza y llevar a cabo contrastes de hipotesis

(unilaterales y bilaterales) para la diferencia de medias poblacionales (u
y w2) con varianzas desconocidas pero iguales (o?).

. Calcular intervalos de confianza y llevar a cabo contrastes de hipotesis

(unilaterales y bilaterales) para el cociente de varianzas poblacionales (o2
y 03).

Calcular intervalos de confianza y efectuar contrastes de hipoétesis (unila-
terales y bilaterales) para la diferencia de proporciones poblacionales (m; y

th).
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Distribuciones de probabilidad e inferencia estadistica con R

1. Distribuciones de probabilidad

1.1. Introduccion

Una parte fundamental de la estadistica es el andlisis de variables aleatorias,
las cuales se pueden distribuir segin diferentes funciones de probabilidad. R
ofrece la posibilidad de analizar estas distribuciones de probabilidad de varios
modos. De manera especifica, para cada distribucidon de probabilidad encon-

tramos cuatro opciones de célculo:

1) Cuantiles. La funcién cuantil es la inversa de la funcién de distribucion.
Es decir, un cuantil serd el valor x tal que P(X < x) = p, siendo p la probabilidad

que como tal se encuentra en el intervalo [0,1].

2) Probabilidades. La probabilidad serd aquel valor p tal que P(X < x) = p,

es decir, se trata de la funcién inversa a la funcién cuantil.

3) Graficas. Cada distribucién de probabilidad ofrece la posibilidad de cal-
cular los graficos de su funcién de densidad o de cuantia asociados, asi como

su funcién de distribucién acumulada.

4) Muestras aleatorias. Para cada distribucién se pueden generar muestras

de n valores aleatorios, dados unos pardmetros iniciales determinados.

En lo que respecta al célculo de cuantiles y probabilidades, hay que especificar
que R ofrece la posibilidad de hacer célculos para las dos colas (izquierda y
derecha), es decir, tanto P(X < x) = p como P(X > x) = p. Es fundamental sub-
rayar el simbolo < para la cola izquierda y el simbolo > para la cola derecha,
para evitar confusiones en el célculo de probabilidades. Ademaés, es posible
calcular el valor de la funcion de densidad (para variables continuas) y de

la funcion de cuantia (para variables discretas).

A continuacién, ofrecemos una relacién de las funciones en cédigo R de las
distribuciones de probabilidad incorporadas en la distribucion basica de R. En

la tabla 1, se incluyen las distribuciones de probabilidad discretas:

Tabla 1. Distribuciones de probabilidad discretas

Los cuantiles nos seran muy Utiles para g

calcular los valores criticos de las
distribuciones.

La funcién de cuantia solo existe para lu

las variables aleatorias discretas y la de
densidad, para las continuas. Ademads,
el area bajo la curva de todas las
funciones de distribucion siempre sera
la unidad, ya que incluye toda la
probabilidad acumulada de una
variable aleatoria.

Es importante denotar que para
variables continuas no tiene sentido
calcular P(X = x) = p. Por lo tanto, para
este tipo de variables es mas correcto
calcular P(X < x) = p para obtener la
probabilidad de la cola de la izquierda
y P(X > x) = p para la de la derecha.

/)

Distribucion Funcion de cuantia Probabilidades Cuantiles Muestra aleatoria
Binomial dbinom pbinom gbinom rbinom
Poisson dpois ppois gpois rpois

Geométrica dgeom pgeom ggeom rgeom
Hipergeométrica dhyper phyper ghyper rhyper
Binomial negativa dnbinom pnbinom gnbinom rnbinom
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De igual manera, en la tabla 2 se ofrecen las distribuciones de probabilidad

continuas y las funciones de R asociadas:

Tabla 2. Distribuciones de probabilidad continuas

Distribucion Funcion de densidad Probabilidades Cuantiles Muestra aleatoria
Normal dnorm pnorm gnorm rnorm
t-Student dt pt qt rt
Chi-cuadrado dchisq pchisg gchisq rchisq
F-Snedecor df pf qf rf
Exponencial dexp pexp gexp rexp
Uniforme dunif punif qunif runif
Beta dbeta pbeta gbeta rbeta
Cauchy dcauchy pcauchy gcauchy rcauchy
Logistica dlogis plogis glogis rlogis
Log-normal dinorm plnorm glnorm rinorm
Gamma dgamma pgamma ggamma rgamma
Weibull dweibull pweibull gweibull rweibull

Antes de continuar daremos algunos ejemplos de coémo utilizar estas funcio-

nes.

En el caso de las distribuciones de probabilidad discretas nos podemos plan-

tear las siguientes cuestiones:

1) Si queremos calcular la probabilidad de que X tome un cierto valor x usare-
mos la funcién que empieza con d; es decir, p(X = x) = dXXX(...) donde XXX

indicara la distribucién que sigue la variable X.

2) Si queremos calcular la probabilidad de que X tome un cierto valor infe-
rior o igual a x usaremos la funcién que empieza con p; es decir, p(X < x) =

PpXXX(...) segin convenga.

3) Si queremos calcular un cuantil, es decir, el valor x tal que la probabilidad
de tomar un valor inferior o igual a x sea p, es decir, si dada p queremos en-

contrar el valor x tal que p(X < x) = p usaremos la funcién que empieza por q.

4) Para obtener una muestra de n valores aleatorios correspondientes a la dis-

tribucion deseada usaremos la funcién que empieza con r.

En general, antes de utilizar estas funciones es conveniente pedir ayuda sobre
ellas para ver qué parametros hacen falta y como escribirlos. Por ejemplo, en
el caso de la distribucién binomial, podemos pedir ayuda con help(dbinom)

con lo que obtenemos informacién sobre los pardmetros de la funcién y como

usarlos:
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Description Density, distribution function, quantile function and
random generation for the binomial distribution with parameters size
and prob.

This is conventionally interpreted as the number of «successes» in size

triales.

Usage
e dbinom(x, size, prob, log = FALSE)

e pbinom(q, size, prob, lower.tail = TRUE, log.p
FALSE)

e gbinom(p, size, prob, lower.tail = TRUE, log.p
FALSE)

e rbinom(n, size, prob)

Arguments

* x,q vector of quantiles.

e p vector of probabilities.

e nnumber of observations. If length(n) > 1, the length is taken to be
the number required.

e size number of trials (cero or more).

e prob probability of success on each trial.

¢ log, log.p logical; if TRUE, probabilities p are given as log(p).

¢ lower.tail logical; if TRUE (default), probabilities are P[X <= x],
otherwise, P[X > x].

Value dbinom gives the density, pbinom gives the distribution fun-
ction, gbinom gives the quantile function and rbinom generates ran-
dom deviates.

Con esto ya podemos empezar nuestros calculos. Por ejemplo, si X es una

variable aleatoria binomial con pardmetros n = size = 10 y p = prob = 0.1

1) P(X = 0) = dbinom(0, size = 10, prob = 0.1) = 0.3486784 y P(X = 1) =
dbinom(1, size = 10, prob = 0.1) = 0.3874205.

2) P(X < 1) = pbinom(1, size = 10, prob = 0.1) = 0.7360989. Observad cémo
evidentemente P(X < 1) =p(X =0) +p(X =1).

3) Para saber el valor de x tal que P(X < x) = 0.7360989 tendremos que calcu-
lar gbinom(0.7360989,size = 10, prob = 0.1) = 1. Observad como evidentemen-
te obtenemos 1 tal como nos ha salido en el apartado anterior.

4) Si queremos 5 valores aleatorios correspondientes a una variable aleatoria

binomial con parametros n =10y p = 0.1 podemos hacer

rbinom(5,size=10,prob=0.1)
# 11 21000
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En el caso de las distribuciones de probabilidad continuas, nos podemos plan-

tear las siguientes cuestiones:

1) Si queremos calcular el valor de la funcién de densidad en su punto x
usaremos la funcidén que empieza con d. Observad que en el caso continuo
p(X = x) vale siempre O y por tanto no hace falta una funcién para calcular

este valor.

2) Si queremos calcular la probabilidad de que X tome un cierto valor infe-
rior o igual a x usaremos la funcién que empieza con p; es decir, p(X < x) =

PpXXX(...) segin convenga.

3) Si queremos calcular un cuantil, es decir, el valor x tal que la probabilidad
de tomar un valor inferior o igual a x sea p, es decir, si dada p queremos en-

contrar el valor x tal que p(X < x) = p usaremos la funciéon que empieza por q.

4) Para obtener una muestra de n valores aleatorios correspondientes a la dis-

tribucion deseada usaremos la funcién que empieza con r.

Si queremos trabajar con la distribucion normal podemos pedir ayuda con

help(pnorm)  por ejemplo y obtenemos

Description Density, distribution function, quantile function and
random generation for the normal distribution with mean equal to

mean and standard deviation equal to sd.

Usage

e dnorm(x, mean = 0, sd = 1, log = FALSE)

e pnorm(g, mean = 0, sd = 1, lower.tail = TRUE, log.p
= FALSE)

e gnorm(p, mean = 0, sd = 1, lower.tail = TRUE, log.p
= FALSE)

e rnorm(n, mean = 0, sd = 1)

Arguments

e x,q vector of quantiles.

* p vector of probabilities.

e nnumber of observations. If length(r) > 1, the length is taken to be
the number required.

e mean vector of means.

e sd vector of standard deviations.

¢ log, log.p logical; if TRUE, probabilities p are given as log(p).

¢ lower.tail logical; if TRUE (default), probabilities are P[X <= x] other-
wise, P[X > x].

Value dnorm gives the density, pnorm gives the distribution fun-
ction, gnorm gives the quantile function, and rnorm generates random

deviates.
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Con esto ya podemos empezar nuestros calculos. Por ejemplo, si X es una

variable aleatoria normal con media mean = 5 y desviacion tipica sd = 0.2

1) La funciéon de densidad correspondiente al punto x = 5 vale dnorm(5, mean =

5,sd=0.2) =1,9947114.

2) P(X < 5) = pnorm(5, mean = 5, sd = 0.2) = 0.5, resultado evidente puesto

que la distribucién normal es simétrica respecto a la media.

3) Para saber el valor de x tal que P(X < x) = 0.5 tendremos que calcular
qnorm(0.5, mean = 5, sd = 0.2) = 5, resultado también evidente como el del

apartado anterior.

4) Si queremos 5 valores aleatorios correspondientes a una variable aleatoria

normal con parametros mean =5y sd = 0.2 podemos hacer

rnorm(5,mean=5,sd=0.1)
## [1] 5.014745 5.011143 4.984197 4.944713 4.991052

A continuacién, ofrecemos varios ejemplos practicos de anélisis de variables

aleatorias con diferentes distribuciones.

1.2. Distribuciones de probabilidad discretas
1.2.1. Distribucion binomial

La distribucién binomial es una de las principales distribuciones de probabi-
lidad discretas. De manera especifica, esta mide el namero de éxitos en una
secuencia de n ensayos de Bernoulli independientes entre si, y con una proba-
bilidad p de éxito entre los ensayos. Es decir, definimos formalmente una va-
riable aleatoria X que se distribuye como una binomial con pardmetros n'y p:

X ~ B(n,p)
La funcién de probabilidad tiene la forma siguiente:

P(X=x) = (Z)p"(l -

Siendo () el cociente binomial, que define el ntimero de subconjuntos de x

elementos elegidos de un conjunto con n elementos. Este toma la expresion

n\ _n
x| xl(n-x)!

siguiente:

La distribucion de
Bernoulli

Las variables aleatorias
dicotémicas que toman
Gnicamente el valor 1 cuando
un ensayo o suceso se ha
llevado a cabo con éxito y un
valor O en caso contrario se
distribuyen bajo una
distribucién de Bernoulli. Por
tanto, la distribucién
binomial sera una
generalizacién de una
distribucién de Bernoulli.

binomiales, E(X) = np y
V(X) = np(1 -p).

Recordad que para variables g

Un cociente binomial no es més que Iaso

combinaciones de n elementos
tomados de x en x.
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Para ver como trabajamos con variables aleatorias distribuidas como una bi-
nomial, lo haremos con un ejemplo ficticio. Sabemos que la probabilidad que
tiene un jugador de baloncesto determinado de encestar un triple es del 30 %,
es decir, p = 0.3, y queremos calcular las probabilidades de que enceste 1,2, ...

hasta n triples, siendo n el namero de lanzamientos (ensayos).

Si suponemos que este jugador lanza S veces, n = 5, haremos nuestros calculos

dependiendo de si queremos calcular solo una o todas las probabilidades.

Si queremos calcular una a una las probabilidades hariamos por ejemplo (en
el cason =3)

dbinom(3,size=5,prob=0.3)
## [1] 0.1323

Si queremos calcular todas las probabilidades de golpe en forma de tabla po-
demos hacer, por ejemplo:

RBinom <- data.frame(Pr=dbinom(0:5,size=5,prob=0.3))
rownames(RBinom)<-0:5

RBinom

#Ht Pr
## 0 0.16807
## 1 0.36015
## 2 0.30870
## 3 0.13230
## 4 0.02835
## 5 0.00243

Sin embargo, jcomo se interpreta este resultado? Si definimos X como el na-
mero de éxitos, tenemos que P(X = 0) = 0.168. Esto no es mas que la pro-
babilidad de que en 5 ensayos nuestro jugador no acierte ningan triple. En
el otro extremo, la probabilidad de que acierte 5 triples en 5 intentos es de
P(X = 5) = 0.002. Resulta importante observar que la suma de estas cinco

probabilidades es igual a uno.

Si quisiéramos calcular las probabilidades acumuladas (también denominadas
de la cola), tendriamos que calcular las probabilidades de la forma P(X > x) (en
este caso lo denominaremos cola derecha) y P(X < x) (la cola izquierda). Para la

cola derecha utilizaremos la siguiente instruccion:

pbinom(c(0,1,2,3,4,5),size=5,prob=0.3,lower.tail =
FALSE)
## [1] 0.83193 0.47178 0.16308 0.03078 0.00243 0.00000

En este caso, por ejemplo, la probabilidad de encestar mas de tres triples seria
P(X > 3)=0.03078.
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Para calcular las colas izquierdas consideraremos

pbinom(c(0,1,2,3,4,5),size=5,prob=0.3,lower.tail = TR UE)
## [1] 0.16807 0.52822 0.83692 0.96922 0.99757 1.00000

de forma que ahora, por ejemplo, la probabilidad de encestar menos de dos
triples seria P(X < 1) =0.52822.

Observad que, si sumamos las probabilidades obtenidas por columnas, la su-

ma de cada par de valores siempre es uno. Esto sucede porque, por definicién,

siempre se cumple la igualdad siguiente:

PX<x)+PX>x)=1.

Un altimo aspecto que veremos de la distribucién binomial es el resultado

grafico de las probabilidades calculadas.

Para representar la funcién de probabilidad definiremos un vector x que con-

tenga los posibles niimeros de sucesos:
x <- ¢(0,1,2,3,4,5)

y, para simplificar, guardaremos las probabilidades en un vector Binom_plot
Binom_plot <- dbinom(0:5,size=5,prob=0.3)

Finalmente, representaremos el grafico x-Binom_plot  usando la instruccion
plot(x,Binom_plot, main="Distribucién binomial (n=5, p

=0.3)", xlab="Numero de sucesos",
ylab="Masa de probabilidad"”, type="h")

Distribucion binomial (n =5, p = 0.3)

0.20 0.30
|

Masa de probabilidad
0.10
[

0.00
|

Numero de sucesos



FUOC e PID_00279914 14 Distribuciones de probabilidad e inferencia estadistica con R

Para el caso de las probabilidades acumuladas definiremos un vector Acum:
Acum <- pbinom(c(0,1,2,3,4,5), size=5, prob=0.3)

y representaremos el grafico x-Acum usando, como en el caso anterior, la fun-

cién plot
plot(x,Acum, main="Distribucién binomial (n=5, p=0.3)",

xlab="Numero de sucesos",
ylab="Probabilidad acumulada”, type="s"

Distribucion binomial (n =5, p =0.3)
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1.2.2. Distribucion geométrica

La distribucién geométrica esta asociada a la distribucién binomial que aca-
bamos de ver. De manera especifica, esta distribucién describe la probabilidad
del niimero x de ensayos de Bernoulli necesarios para obtener un éxito. Si la
probabilidad de éxito en cada ensayo es p, entonces la probabilidad de que x
ensayos sean necesarios para obtener un éxito viene definida por la expresion
siguiente:

P(X =x)=(1-p)'p.

Para x = 1,2,3,.... La secuencia de probabilidades obtenida se denomina una
progresion geométrica. Asi pues, podemos definir la funcién de distribuciéon

de la manera siguiente.
PX<x)=F(x)=1-(1-0.3)"

Si retomamos el ejemplo anterior del jugador de baloncesto que intenta en-
cestar triples, en este caso podemos definir una nueva variable aleatoria X,
que serad el ntmero del intento en el que el jugador encesta el primer triple,
es decir, el namero de ensayos necesarios hasta encestar. Formalmente, deci-

mos que X sigue una distribucién geométrica con pardmetro p = 0.3, que se
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corresponde con la probabilidad de encestar un triple, como vimos en el ejem-
plo anterior. Si queremos saber la probabilidad de que enceste el primer triple

dentro de los 6 primeros lanzamientos a canasta, haremos el calculo siguiente.
P(Y <6)=F(6)=1-(1-0.3)° =0.8823.

Para hacer este calculo con R consideraremos la instruccién

pgeom(5, prob=0.3, lower.tail=TRUE)
## [1] 0.882351

donde hay que observar que el primer nimero es el niamero de fallos antes
del primer acierto, esto es x— 1. En nuestro caso es 6 - 1 = 5. También hay que

destacar que calculamos la cola izquierda puesto que nos interesa p(Y < x).

En lo que respecta a la distribucién geométrica, es muy interesante ver el gra-

fico de su funcién de probabilidad.

Para hacer la representacion grafica tomando 20 como el nimero maximo
de intentos antes de acertar, definiremos primero el vector x, que contiene
el nimero de intentos, y el vector y, que en la componente y contiene la

probabilidad de acertar el primer triple en el i-ésimo tiro:

X <- ¢(0:20)
y <- dgeom(c(0:20), prob=0.3)

El siguiente comando nos proporcionara el grafico x-y:
plot(x,y,main="Distribucion geométrica (p=0.3)", xlab=

NUmero de errores hasta acertar",
ylab="Masa de probabilidad"”, type="h")

Distribucion geométrica (p = 0.3)
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La interpretacion del grafico resultante es muy intuitiva: muestra, en el eje
horizontal, el nimero de fallos hasta encestar el primer triple, y en el eje
vertical, la probabilidad asociada. El primer valor coincide con p = 0.3, que
es la probabilidad de encestar un triple, y de ahi va decreciendo hasta cero a

medida que incrementa el namero de intentos.

1.2.3. Distribucion hipergeométrica

Hasta ahora hemos considerado que las pruebas u observaciones hechas eran
independientes, pero con frecuencia no se da esta condicién y el uso del mo-
delo binomial puede resultar equivocado cuando las poblaciones estudiadas
son pequeflas. De manera especifica, supongamos que tenemos una muestra
de N bolas, de las cuales N; son verdes y N, son rojas, de modo que N;+N;, = N.
Ante una extracciéon de n bolas de este conjunto (sin retorno), la variable X
sera el nimero de bolas verdes obtenidas. Decimos entonces que X sigue una

distribucion hipergeométrica tal que:

by = LIG5)
()
Supongamos un ejemplo empirico. Un estudiante de oposiciones ha prepara-
do doce de las dieciocho lecciones de las que consta un programa. El examen
consiste en tres lecciones elegidas de manera aleatoria. ;Qué probabilidad tie-
ne el estudiante de conocer los tres temas? Sabemos que N; = 12, N, =6y

N = 18. Ademas, la extraccién es n = 3.
Tendremos que escribir, pues,

RHiper <- data.frame(Pr=dhyper(0:3, m=12, n=6, k=3))
rownames(RHiper) <- 0:3

RHiper

#it Pr

## 0 0.0245098

## 1 0.2205882

## 2 0.4852941

## 3 0.2696078

Como vemos, la probabilidad de que los 3 temas que ha estudiado entren
en el examen es del 26.9%. La probabilidad mas alta es P(X = 2) = 0.485,
es decir, que haya estudiado dos de los tres temas. Si nos preguntamos, por
ejemplo, cudl es la probabilidad de que sepa como minimo dos temas (P(X >
2)), necesitamos la probabilidad acumulada de la cola derecha. R calcula P(X >
x), de forma que tendremos que calcular la funcién de distribuciéon con x = 1
(pues P(X > 1) = P(X > 2)). Asi obtenemos el siguiente resultado:

phyper(1, m=12, n=6, k=3, lower.tail = FALSE)
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## [1] 0.754902

Es decir, hay una probabilidad del 75 % de que conozca dos o tres temas en el

examern.

1.2.4. Distribucion de Poisson

Otra de las distribuciones discretas importantes es la de Poisson, también de-
rivada de la distribucién binomial. Vamos a tomar el ejemplo de una variable
aleatoria X, definida como el tiempo de espera del autobts en minutos, y que
tiene como dnico parametro A, que representa tanto la media como la varian-

za de la variable aleatoria.

Supongamos que el tiempo medio de espera es de 3 minutos. Entonces A = 3

minutos y, por tanto, X ~ Poiss(3) o, de manera alternativa, X ~ P(3). Para

saber la probabilidad de que el autobts tarde 5 minutos, el calculo que hay
que hacer es el siguiente:

A 38

P(X=5)= VS 0.1008.

Para obtener los once primeros valores de esta probabilidad (desde P(X = 0)

hasta P(X = 10)), con R podemos hacerlo mediante la siguiente instruccion:

RPoiss <- data.frame(Pr=dpois(0:10, lambda=3))
rownames(RPoiss) <- 0:10

RPoiss

#Ht Pr
## 0 0.0497870684
## 1 0.1493612051
# 2 0.2240418077
## 3 0.2240418077
## 4 0.1680313557
## 5 0.1008188134
## 6 0.0504094067
# 7 0.0216040315
## 8 0.0081015118
# 9 0.0027005039

## 10 0.0008101512

De manera similar a las anteriores distribuciones descritas en este manual, con
la distribucién de Poisson también se pueden calcular probabilidades acumu-

ladas, graficos y simulaciones muestrales.

En una distribucién de Poisson,
EX)=V(X) =

P
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1.3. Distribuciones de probabilidad continuas
1.3.1. Distribuciéon uniforme

La distribucién uniforme modela variables aleatorias continuas, de tal modo
que todos los intervalos en el rango de la distribucién tienen la misma longi-
tud y son igualmente probables. El dominio de esta distribucién esta definido
por los valores maximo y minimo a y b, de manera respectiva. Una variable
aleatoria X distribuida segin una uniforme se denota como X ~ U(a,b). Su

funcién de densidad viene dada por la expresion siguiente:

L para a<x<b,

fo=q ™

0 para x<a 0 x>b.

Mediante un ejemplo, veremos como trabajamos con variables aleatorias dis-
tribuidas segin una uniforme. Supongamos que una mujer estd dando a luz
a un bebé, y la hora exacta del alumbramiento (X) sucedera en cualquier mo-
mento entre la hora O (ahora) y la hora 24 (la misma hora del dia siguiente),
de modo que se sigue una distribuciéon uniforme, X ~ U(0,24).

Para calcular la probabilidad de que la madre dé a luz dentro de las primeras
cinco horas con R escribiremos la siguiente instruccién, especificando el valor

de la variable de interés, el minimo y el maximo:

punif(5, min=0, max=24, lower.tail = TRUE)
## [1] 0.2083333

(COmo se interpretan estos resultados? Hemos definido X como la hora del
parto, y hemos obtenido que P(X < 5) = 0.208. Es decir, la probabilidad de
que la madre dé a luz dentro de las primeras cinco horas es aproximadamente
del 21 %. Es importante volver a insistir en que, cuando trabajamos con dis-
tribuciones continuas, P(X < x) equivale a P(X < x), ya que se calculan las
areas de la distribucién y no puntos exactos. De esta manera, como ya hemos
mencionado, en una distribucién continua el calculo de una probabilidad del

tipo P(X = x) sera siempre nula, es decir, P(X = x) =0.

Hay que recordar que podemos calcular probabilidades en ambas colas de la
distribucion. En el caso anterior, poniendo lower.tail = TRUE hemos con-
siderado la cola izquierda (es decir, hemos calculado P(X < x)). Si queremos
calcular la probabilidad de que la madre para en las tltimas dos horas (es decir,
a partir de la hora 22), estaremos calculando P(X > 22) y entonces tendremos
que poner lower.tail = FALSE

punif(22, min=0, max=24, lower.tail = FALSE)
## [1] 0.08333333
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1.3.2. Distribucion exponencial

La distribuciéon exponencial estd relacionada con la distribucién de Poisson.
Esta distribucion modeliza el intervalo de tiempo que transcurre entre dos
sucesos. Formalmente, tiene un Gnico pardmetro 6 = A > 0, y esta definida
para valores no negativos de la variable aleatoria. Las funciones de

densidad y de distribucién toman la forma siguiente:

f(x) = 0™

Fx)=P(X<x)=1-¢™

Veamos un ejemplo: en un gran hospital, el tiempo que transcurre entre dos
partos (medido en horas) sigue una distribucién exponencial con un para-
metro 6 = 4. Esto significa que, ya que en esta distribucion la esperanza vie-
ne definida como E(X) = 1/6 = 0.25, de media transcurre un cuarto de hora
(1/4 = 0.25) entre un parto y otro. Veamos la probabilidad de que transcurra
una hora o mas entre dos partos, es decir, queremos calcular P(X > 1). Con R

lo escribiremos asi:

pexp(l, rate=4, lower.tail = FALSE)
## [1] 0.01831564

Es decir, P(X > 1) = 0.018. Esto indica que hay aproximadamente un 1.8 %
de probabilidad de que transcurra una hora o mas entre dos partos. De mane-
ra alternativa, podemos calcular la probabilidad complementaria, es decir, la

probabilidad de que transcurra como maximo una hora entre dos partos.

Para lo cual tendremos que poner

pexp(1, rate=4, lower.tail = TRUE)
## [1] 0.9816844

Este resultado no es de extrafiar, ya que si sumamos las probabilidades obte-
nidas en las dos colas, la suma siempre es uno. Esto es asi porque siempre se

cumple que:
PX<x)+PX>x)=1.

En este caso, P(X < 1) =1-P(X > 1) = 1-0.018 = 0.982. Un ultimo aspec-
to que veremos de la distribucién exponencial es el resultado grafico de las

probabilidades calculadas.

Para obtener la grafica de la funcién de densidad, definiremos un vector x de
1000 valores, equiespaciados, entre O y 2 y a continuacién calcularemos la
funcién de densidad correspondiente a cada uno de estos valores, que guarda-
remos en un vector y. La grafica de la funcién de densidad vendra dada, pues,

por la grafica x—y.

En la distribucién exponencial,
E(X)=1/8y V(X) = 1/62.

?
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X <- seq(0, 2, length.out = 1000)
y <- dexp(x, rate=4)
plot(x, y, main = "Distribucién exponencial de parametro 4"
, Xlab = "x",
ylab = "Densidad", type = "I")

Distribucion exponencial de parametro 4

Densidad
2
|

0.0 0.5 1.0 1.5 20

El caso de la funcién de distribucién es anélogo, pero ahora en el vector, y ten-
dremos que guardar los valores de la funcién de distribucién correspondientes
a cada uno de los valores de x.

X <- seq(0, 2, length.out = 1000)
y <- pexp(x, rate=4, lower.tail = TRUE)
plot(x, y, main = "Distribucion exponencial de parametro 4"
, Xlab = "x",
ylab="Probabilidad acumulada”, type = "I")

Distribuciéon exponencial de parametro 4

Probabilidad acumulada

00 02 04 06 08 1.0
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1.3.3. Distribucion normal

La distribucién normal o gaussiana es la principal distribucion de probabili-
dad en estadistica, y se utiliza en infinidad de 4mbitos. Esta distribucién se
caracteriza por tener dos parametros: la media p y la desviacién tipica o estan-
dar o. De este modo, se dice que una variable aleatoria X obedece a una ley
normal si X ~ N(u,0). Su funcién de densidad viene definida por la expresion
siguiente:

I QY
=7 ¢

Veamos un primer ejemplo. En el hospital del ejemplo anterior, el peso de los
bebés al nacer sigue una distribucién normal con media . = 3.5 y desviacién
tipica o = 0.25.

Si queremos visualizar la forma de la funcién de densidad, tendremos que
definir un vector x de forma que su mediana sea 3.5; en este caso, podriamos
tomar 1000 nuimeros equidistantes entre 2.5 y 4.5 (asi nos aseguramos de
que el 3.5 queda en mitad del vector). A continuaciéon calculamos el vector y,
donde cada componente serd la funciéon de densidad de la coordenada de x
correspondiente. Finalmente, dibujamos la grafica x —y y obtendremos lo que

queriamos.

X <- seq(2.5, 4.5, length.out = 1000)
y <- dnorm(x, mean = 3.5, sd = 0.25)
plot(x, y, main = "Distribuciéon normal de media 3.5 y
desviacion tipica 0.25",
xlab = "x", ylab = "Densidad", type = "I")

Distribucion normal de media 3.5 y desviacion tipica 0.25
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La notacion de la
distribucién Normal

Con frecuencia, se suele
denotar como X ~ N(u,0)
aquella variable que se
distribuye segdin una normal.
No obstante, no hay
consenso sobre esta
notacién, ya que a veces se
expresa la varianza (c2) en
lugar de la desviacion tipica
(dependiendo del libro o
manual). Aqui utilizaremos
siempre o por defecto.




FUOC e PID_00279914 22 Distribuciones de probabilidad e inferencia estadistica con R

A simple vista, vemos coémo la mayor parte de los nifios pesan entre 3 y 4 kilos
al nacer. Calculemos ahora esta probabilidad (P(3 < X < 4)).

El hecho de que sea una distribucién simétrica nos ofrece diferentes opciones
de calcular probabilidades. Si tomamos el grafico de arriba, vemos que si tra-
zamos una linea vertical en la media aritmética (3.5), en las dos partes de la
distribuciéon queda el 50 % de la masa probabilistica. Esto mismo también se
puede ver si nos fijamos en que p = 3.5 se sitia en medio de los valores 3 y
4; entonces, el area que quedard a la izquierda de 3 y el area que quedaré a la
derecha de 4 seran iguales debido a la simetria de la distribucion. Por tanto, si
queremos calcular el area que queda entre 3 y 4, es decir, P(3 < X < 4), una
opcién consiste en calcular uno menos las dos colas de los extremos, P(X < 3)
y P(X > 4):

PB<X<4)=1-P(X<3)-PX>4)

Como sabemos que estos dos extremos han de tener el mismo area o valor,
es decir, P(X < 3) = P(X > 4), la formula anterior se puede simplificar, por

ejemplo, de la manera siguiente.
PB3<X<4)=1-2P(X<3)
Otras maneras alternativas de obtener esta probabilidad son:
PB<X<4)=1-2PX>4)
PB3<X<4)=PX<4)-PX<3)

Si seguimos la primera opcion, la probabilidad P(X < 3) con R se calcula ha-

ciendo

pnorm(3, mean = 3.5, sd = 0.25, lower.tail = TRUE)
## [1] 0.02275013

De esta manera, obtenemos que P(3 < X < 4) =1-2-0.023 = 0.954. Es decir,
mas del 95 % de los bebés naceran dentro del intervalo de pesos [3,4].

Veamos ahora un ejemplo de calculo de cuantiles. Supongamos que en este
hospital, el jefe de pediatria quiere separar a los bebés en tres grupos: (a) muy
poco peso, (b) poco peso y (c) peso normal, con el objetivo de hacer un uso
eficiente de las incubadoras y del personal médico para la vigilancia de los
bebés. El doctor decide que habra un 10 % de los bebés en el primer grupo, un
20% en el segundo y el resto (un 70 %) en el tercero. La pregunta es: jcudles
seran los puntos de corte entre los tres grupos? Para responder a esta pregunta,
tenemos que calcular los percentiles 0.1 y 0.3, los cuales dividen el area total
en las tres partes que nos interesan (es decir, 10 %, 20% y 70 %, en este orden).
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Con la siguiente instruccién obtenemos los pesos que marcan el limite entre

los tres grupos:

gnorm(c(0.1, 0.2), mean = 3.5, sd = 0.25, lower.tail =
TRUE)
## [1] 3.179612 3.289595

Estos percentiles indican que el primer grupo (bebés con muy poco peso) es-
tard formado por los bebés que pesan menos de 3.18 kilos; el segundo (bebés
con poco peso), por los que pesen entre 3.18 y 3.29 kilos; y el tercero (bebés
con peso normal), por los que pesen mas de 3.29 kilos.

Distribucion de la media muestral

Un caso relevante en el estudio de la distribucién normal es el de la distri-
bucion de la media muestral de una variable aleatoria. Para ilustrarlo,
partamos del ejemplo anterior del hospital. Los doctores quieren hacer esta-
disticas de control del peso de los bebés que nacen. Interpretando los n bebés
que nacen cada dia como una muestra aleatoria independiente, se analiza para
cada una de estas muestras la media muestral. Ya que cada dia (es decir, cada
muestra) se obtendra una media muestral distinta, esta se puede analizar co-
mo una variable aleatoria denominada X , que tiene su propia distribucion. A
la hora de analizar y calcular probabilidades sobre X, es imprescindible distin-

guir si conocemos o no la dispersion de la poblacion (o) de la que se obtiene X.

Si esta dispersion es conocida (como en el ejemplo anterior), X se distribuye

como una normal, tal que:

< o
X~N —
<“’ Vit )
Si n es el tamafio de la muestra, vamos a suponer que disponemos de una

muestra de 150 bebés (n = 150) y queremos calcular P(X > 3.75), sabiendo
que p = 3.5 y asumiendo que o es conocida e igual a 0.25.

Antes de nada, debemos calcular cudl es la desviacion tipica de la variable

media muestral X:

o) 0.25
— =———_=0.02.
vn /150

De este modo, si sabemos que X ~ N(3.5,0.02), calcularemos esta probabilidad

con R de la manera siguiente:

pnorm(3.75, mean = 3.5, sd = 0.02, lower.tail = FALSE)
## [1] 3.732564e-36
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Observamos que el resultado, en notacién cientifica, es practicamente cero.
Este resultado indica que la probabilidad de que, en un dia, la media muestral
de los n = 150 bebés nacidos sea de 3.75 kilos (P(X > 3.75)) es practicamente

nula.

1.3.4. Distribucion t de Student

La distribucion t de Student esta asociada a la distribucién normal que acaba- Muchas funciones de
1 . . distribucion se derivan de
mos de ver. Se utiliza, entre otros casos, cuando desconocemos la dispersion la normal estandar

de la variable que hay que analizar. Retomemos el ejemplo anterior del pe-
A partir de la distribucién
normal tipificada, obtenemos

como antes, tomamos una muestra de n = 150 bebés, pero en este caso solo la funcion chi-cuadrado
%2 =311 Z%; la t de Student

so medio de los bebés que nacen en el hospital citado (X). Supongamos que,

sabemos que p = 3.5. Asi pues, nos faltaria un pardmetro para modelizar X

. L i th = y la F de Snedecor
segiin una distribucion normal. [k
n
o
. ‘2 iz P Fpa= -
En este caso, deberemos hacer una estimacion de la desviacion tipica calcu- %l

lando la desviacion tipica muestral:

1 « .
s= m;(xi—x) ’
i=

de manera que en los cédlculos del ejercicio anterior reemplazaremos o por
s. Entonces, la distribuciéon muestral de la media ya no es una distribuciéon

normal como pasaba cuando conociamos el verdadero valor de la desviacién

(o).

Si o es desconocida y n es el tamafio de la muestra, calcularemos el error

estandar mediante este cociente:

. S
Error estandar = —

vn
Asi pues, si la variable que estudiamos sigue una distribucién normal con me-
dia p. y desviacion tipica desconocida, entonces
X-p

S

v

sigue una distribucién t de Student con n -1 grados de libertad. En nuestro
caso podemos definir una nueva variable aleatoria Y, que representara el peso
medio de estos bebés que nacen en el hospital citado. De manera formal,

establecemos asi esta distribucion:
Y ~ n-1

Supongamos que queremos saber la probabilidad de que el peso medio de
los bebés sea inferior a 3 kilos, es decir, P(X < 3), sabiendo tinicamente que

w=3.5,n=150y s=0.18. El primer paso sera transformar la variable X en la



FUOC e PID_00279914 25 Distribuciones de probabilidad e inferencia estadistica con R

variable Y con la que podamos operar. En este caso, el objetivo sera calcular

P(Y < y). El valor de y lo obtenemos a partir de la expresion:

X — 3-3.5
y=2RE =222 - 3402,

Vn 150

Una vez ya tenemos el valor de la nueva variable distribuida como una t de

Student, para efectuar el calculo de P(Y < -34.02) con R escribiremos:

pt(-34.02, df = 149, lower.tail = TRUE)
## [1] 1.973326e-72

donde df es el niimero de grados de libertad (en este caso, 150 -1 = 149).

Asi pues, hay una probabilidad nula de que el peso medio de los 150 bebés

nacidos ese dia sea inferior a los 3 kilos.

1.3.5. Teorema del limite central

El teorema del limite central (TLC) establece que si una muestra es lo bastante El teorema de
Moivre-Laplace

grande (n > 30), sea cual sea la distribucién de la variable de interés, la distri-

buciéon de la media muestral seguira aproximadamente una distribucién Segun este teorema, una
distribucion binomial se

normal. Adema4s, la media serd la misma que la de la variable de interés, y )
puede aproximar a una

la desviacion tipica de la media muestral sera aproximadamente el error es- distribucién normal siempre
P . . o . . ue se cumpla que
tandar. El TLC tiene algunas implicaciones, como que una variable aleatoria gp(l _p) >F; q

X distribuida segin una binomial o una Bernoulli se puede aproximar a una

normal. En el caso de la distribucion binomial, cuando n > 30 y np y n(1 - p)
son mayores que 5, la variable X se aproxima a una normal con E(X) =npy
Var(X) =np(1-p).

Retomemos el ejemplo visto en el caso de la distribucién binomial, el del
jugador de baloncesto que encestaba triples. Recordemos que p = 0.3, pero
supongamos ahora que el namero de intentos (ensayos) se eleva hasta n = 50.
Queremos calcular la probabilidad de que el jugador enceste mas de 20 triples.
Por el teorema de Moivre-Lapalace y el TLC sabemos que:

EX)=np=15

Var(X) = np(1-p) = 10.5

La instruccidon que necesitaremos para calcular P(X > 20) con R es

pnorm(20, mean = 15, sd = sqrt(10.5), lower.tail = FALSE)
## [1] 0.06141132
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Hay que destacar que no tenemos que introducir el valor de la varianza, sino el
de la desviacion tipica, que se obtiene haciendo la raiz cuadrada de la varianza.
En este caso, tenemos o = v/10.5 = 3.2403.

Es decir, el jugador tiene un poco mas del 6 % de probabilidades de encestar

20 triples en 50 intentos.

El segundo caso planteado hace referencia a las variables discretas dicotémicas
que solo toman los valores 0y 1, y que siguen una distribucién de Bernoulli.
Logicamente estas variables estdn estrechamente vinculadas con las propor-
ciones, que de hecho son la media de n variables aleatorias de Bernoulli de
parametro p, donde n es el tamafio de la muestra y p, la probabilidad de éxi-
to de cada evento individual. Suponiendo la variable aletoria dicotémica Y,
cuando el tamafio de la muestra n sea grande, la distribuciéon de la propor-
cién Y serd aproximadamente una distribucién normal cuyos pardmetros son
E(Y) =py Var(Y) = p(1 - p)/n. Asi pues, al calcular la desviacién tipica, siem-
pre que hablemos de variables de Bernoulli esta sera igual al error estandar de
dicha variable.

En nuestro ejemplo, teniamos que n = 50 y p = 0.3, y queriamos averiguar
la probabilidad de que el jugador de baloncesto encestara més de 20 triples.
Si suponemos que estamos ahora aproximando una distribucién de Bernou-
1li a una normal, lo que estaremos especificando es la proporcién de triples
que efecttia el jugador en 50 intentos. Entonces, si queremos calcular la pro-
babilidad de que esta proporcion sea superior al 40 %, los parametros de la

distribucion normal que deberemos utilizar seran los siguientes:

E(Y)=p=0.3

Var(Y) = @ =0.0042
Para calcular P(Y > 0.4) haremos:

pnorm(0.4, mean = 0.3, sd = 0.06480741, lower.tail = FALSE)
## [1] 0.06141133

Como antes, debemos destacar que no hay que introducir el valor de la
varianza en el espacio de la desviacion tipica, esto es, hay que intro-
ducir v/0.0042 = 0.06480. Ademas, es preciso resaltar que el resultado de esta
probabilidad es exactamente el mismo que el de la calculada en el ejemplo
anterior. Esto resulta del todo l6gico, ya que una distribucién de Bernoulli no
es més que un caso particular de la distribucién binomial. En nuestro caso, el

40 % de triples equivale a encestar 20 triples en 50 intentos.

Es decir, el jugador tiene un poco mas del 6 % de probabilidades de encestar
el 40% de los triples, o lo que es lo mismo, encestar 20 triples en 50 intentos.



FUOC e PID_00279914 27 Distribuciones de probabilidad e inferencia estadistica con R

2. Inferencia estadistica

2.1. Introduccion

Este apartado estd dedicado al estudio de las principales herramientas de la
inferencia estadistica: los intervalos de confianza (IC) y los contrastes de hi-
potesis (CH). Normalmente, disponemos de una serie de datos muestrales de
los que ignoramos los verdaderos parametros poblacionales que han generado
esta muestra. Para esto, los tendremos que estimar. En concreto, aprenderemos
a trabajar con IC y CH, y veremos c6mo se calcula un IC y se resuelve un CH
para la media aritmética, para la proporcién y para la varianza. Ademas, tra-
bajaremos la construcciéon de IC y la resolucién de CH para la diferencia de
medias tanto para muestras apareadas como independientes, la diferencia de

proporciones y el cociente de varianzas.

2.2. Inferencia sobre la media con varianza poblacional descono-

cida

A la hora de plantear el célculo de intervalos de confianza para el pardmetro
de la media poblacional p., en el caso de desconocer la varianza poblacional
(02) tendremos que utilizar la varianza muestral s> y la desviacion estandar
muestral (s). Como consecuencia, al utilizar un pardmetro estimado trabajare-
mos con la distribucion t de Student. De este modo, con una muestra 1 y un
nivel de significacién a, el IC para el pardmetro p. vendra dado por la siguiente

expresion que se obtiene a partir de la media muestral X:

- s
X+tyop1—-

o/2,n \/ﬁ
Veamos un ejemplo practico de inferencia sobre el pardmetro p con varianza
poblacional desconocida. Supongamos que queremos estudiar el peso de los
estudiantes de una clase, discriminando por sexos. Los datos iniciales son los
siguientes:

peso <- c(65, 57, 85, 96, 64, 53, 75, 84, 68, 39, 91, 55,
56, 52, 80, 69, 67, 48, 87, 69)
sexo <- c("D", "D", "H", "H", "D", "H", "H", "H", "D", "D",
"H", "D", "D", "D", "H", "H",
"D", "D", "H", "H")

Estos datos los podemos juntar en una misma tabla mediante la funcién
data.frame  de la manera siguiente:
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En total hay n = 20 estudiantes en la muestra, de los cuales 10 son chicos y 10
son chicas. Vemos que tenemos dos variables: peso y sexo. La primera es una
variable numérica, mientras que la segunda es un factor que informa sobre si
la observacion es de una mujer (D) o de un hombre (H).

Para empezar, veamos la estadistica descriptiva de estos datos. Para la variable
peso utilizaremos el método summary, mientras que para sexo, como se trata
de una variable categérica, usaremos table

Si queremos obtener més estadisticos, como por ejemplo la desviacién tipica
de la variable peso, haremos
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## 39.00000 55.75000 67.50000 68.00000 81.00000 96.00000
15.55297

El primer paso serd hacer inferencia sobre la media poblacional, para lo que
utilizaremos tanto el CH como el IC. Como veremos, los dos calculos estan
intimamente relacionados. Queremos preguntarnos si la media de peso de la
clase se corresponde con la de la escuela, que es, supongamos, uo = 70. Una
primera aproximacién consiste en hacer un contraste de hipdtesis bilateral,

mediante el cual plantearemos las hipotesis siguientes:

H()Z M=7O

H1: M#7O

Los posibles resultados de este contraste son dos: o bien no se rechaza Hy o
bien se rechaza Hy. Es importante destacar que el planteamiento de un con-
traste requiere un valor po y un nivel de confianza (o de manera alternati-
va, de significacion). Ademas, la H; puede estar planteada a dos colas (bilate-
ral) o a una cola (unilateral). En este altimo caso, puede ser por la izquierda
(Hp :w < up) o por la derecha (Hjy : p > o).

Un intervalo de confianza parte de un razonamiento similar. La principal di-
ferencia es que no hay que proporcionar ningtn valor p,, sino que es preciso
buscar aquellos dos valores de la variable aleatoria (en este caso, la media po-
blacional u) que dejen en las dos colas un porcentaje a, que es el nivel de
significacién. Dicho de otro modo, la probabilidad de que el verdadero valor

de p. esté dentro del intervalo calculado sera igual al nivel de confianza 1 - a.

Veamos estos conceptos en nuestro ejemplo. Para calcular el denominado t-
test o test de la t de Student para una o dos variables usaremos la funcion
ttest , a la cual le tendremos que especificar el conjunto o conjuntos de
datos, el valor de p (Qque hemos fijado en 70) y el nivel de confianza, que es

(1 -a) =0.95. En nuestro caso, lo escribiriamos asi:

t.test(peso, mu = 70, conf.level = 0.95)
#it

## One Sample t-test

#it

## data: peso

## t = -0.57508, df = 19, p-value = 0.572
## alternative hypothesis: true mean is not equal to 70
## 95 percent confidence interval:

## 60.72099 75.27901

## sample estimates:

## mean of x

#it 68

Las hipotesis nunca se
aceptan

Es muy importante aclarar
que, aunque parezca lo
mismo, estadisticamente no
tiene ningln sentido
aceptar una hipétesis. Lo
que hacemos es no
rechazarla con la
informacién de la que
disponemos y al nivel de
confianza dado. Por tanto,
nuestros resultados pueden
cambiar si nos modifican el
nivel de confianza o la
informacién con la que
estamos trabajando.
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(Como interpretamos este resultado? Por una parte, el contraste de hipotesis
nos da un estadistico de t =-0.5751 y un p-valor de 0.572. Esto nos indica que
el estadistico esta situado en la region de aceptacion, y no en la region critica,
con lo que no rechazamos la Hy. Dicho de otro modo, la media muestral
obtenida no es estadisticamente diferente de 70. En general, hemos de seguir
la siguiente regla para la resoluciéon de cualquier contraste:

Al hacer inferencia con R, el p-valor 0

obtenido ya considera si el contraste es
unilateral o bilateral. Por tanto, este

p-valor >a = No rechazo de Hy p-valor siempre se ha de comparar
con o y no con a/2.

p-valor <a = Rechazo de Hy

En lo que respecta al intervalo de confianza, vemos que hemos obtenido el
intervalo [60.72, 75.28]. Este resultado es coherente con el anterior, ya que el

valor ug = 70 esta incluido en el intervalo.

(Qué pasaria si fijassemos un valor pg = 80? Vamos a hacer de nuevo el test con
este dato (bilateral y con a = 0.05). Los resultados que obtendremos seran:

t.test(peso, mu = 80, conf.level = 0.95)

#it

## One Sample t-test

#it

## data: peso

## t = -3.4505, df = 19, p-value = 0.00268
## alternative hypothesis: true mean is not equal to 80
## 95 percent confidence interval:

## 60.72099 75.27901

## sample estimates:

## mean of X

#it 68

Vemos que, en este caso, rechazamos la Hy, ya que p-valor < 0.05, y esto coin-
cide con el hecho de que 80 no esté en el intervalo [60.72,75.28].

2.3. Inferencia sobre la media con varianza poblacional conocida

A diferencia del caso anterior, ahora si conocemos el parametro de la varian-
za poblacional (con desviacién estandar o). Utilizaremos entonces la distri-
bucién normal para el calculo del intervalo para el parametro p. De mane-
ra especifica, tendremos la siguiente expresion para el intervalo de confianza

también basado en la media muestral de la que disponemos (X):

X+ Zgp

o
va
En el ejemplo anterior hemos asumido que no conocemos la desviacion tipica

poblacional, y para hacer inferencia (IC y CH) hemos tomado la desviacién
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tipica muestral, que es s = 15.55. Supongamos que conocemos la desviacion
tipica poblacional, y que esta es o = 20. En este caso, para el calculo de IC y

de CH tendremos que utilizar la distribucién normal, y no la t de Student.

La conclusiéon que extraemos es que rechazamos H, es decir, el pardmetro

es estadisticamente distinto de 80.

2.4. Inferencia sobre la proporcion

En este caso, estamos interesados en hacer inferencia sobre el pardmetro m, es

decir, la proporcion poblacional. Si p es la proporciéon muestral y utilizamos la

distribucion normal, el intervalo de confianza vendra dado por esta expresion:
pa-p)

bt zap[BEP)

Siguiendo con el ejemplo anterior, tenemos que la muestra de n = 20 observa-
ciones esta dividida entre hombres (11, = 10) y mujeres (n, = 10). Este factor
nos permite hacer inferencia sobre las proporciones. Ya que los factores estan
ordenados de manera alfabética como H y M, la proporcién por defecto se-
14 p = ny/n, es decir, la proporcién de hombres sobre el total. La proporcién
muestral es de p = 0.5. Supongamos que deseamos contrastar si la proporcion
es estadisticamente diferente de m = 0.6. Al 95 % de confianza y planteado de

modo bilateral, este contraste se plantea asi:

Hy: m=0.6

Hi: n#0.6
Para hacer el test procederemos de la manera siguiente:

prop.test(x = 10, n = 20, p = 0.6, correct = FALSE)
##

## 1-sample proportions test without continuity correctio n
#Ht

## data: 10 out of 20, null probability 0.6

## X-squared = 0.83333, df = 1, p-value = 0.3613
## alternative hypothesis: true p is not equal to 0.6
## 95 percent confidence interval:

## 0.299298 0.700702

## sample estimates:

#it p

## 0.5

donde x indica el namero de hombres y n la medida de la muestra.

Algunos autores y R denominan el 0

parametro de proporcién poblacional p
en lugar de m. Los dos son correctos: lo
que ocurre es que el alfabeto griego se
suele reservar para los parametros
referidos a la poblacién y, por este
motivo, nosotros hemos decidido
utilizar .

Intervalos de maxima
holgura

En ocasiones, no disponemos
de suficiente informacion
como para utilizar la
proporcién muestral p. En
estos casos se utiliza p = 0.5
ya que da lugar al IC mas
ancho posible, denominado
de méxima holgura.
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La interpretacion de este resultado es analoga a los casos anteriores. El con-
traste indica un no rechazo de Hy. Ademads, se comprueba que el intervalo de
confianza es, aproximadamente, [0.3, 0.7]. Es importante destacar como el IC
y el CH son dos caras de la misma moneda: si la proporcién n = 0.6 hubiera

estado fuera de este intervalo, habriamos rechazado Hy.

2.5. Inferencia sobre la varianza

En esta seccién, implementaremos la inferencia con un CH y un IC basados
en la distribucién y2. De manera especifica, queremos analizar si el valor de la
varianza poblacional (c?) es estadisticamente distinto a un valor predefinido

o2. Este contraste, planteado bilateralmente, toma la forma siguiente.

En el ejemplo anterior, hemos visto que la distribucioén estandar muestral to-
ma el valor s = 15.55297, con lo que la varianza muestral es s> = 241.89.
Supongamos que deseamos hacer inferencia sobre el pardmetro o2, de manera
que queremos calcular un intervalo al 95 % de confianza de este parametro.

Sabemos que el estadistico toma la expresion siguiente.

(n-1)s?

~ Ln-1
o2 X

Por tanto, el intervalo que incluye el verdadero valor poblacional de 0% tomara

la forma siguiente.

(n-1)s?

2_ (n-1)s*
5 < X2
X1-a/2;n-1

P <o =1-

2
Xa/Z;n—l

El primer paso sera calcular los valores criticos. Con un nivel de confianza de
a = 0.05 y una muestra de n = 20, estos valores seran x5_975;19 y xéozs;lg, que
equivalen a los cuantiles 0.975 y 0.025 de la distribucién y2 con 19 grados de

libertad, respectivamente.

Lo haremos de este modo, buscando los cuantiles:

res <- gchisq(c(0.975, 0.025), df = 19, lower.tail = TRUE)

Estos valores marcan los limites dentro de los cuales el estadistico cae en la
region de no rechazo de Hy. Para calcular los valores del intervalo para el

parametro o, tendremos que calcular los extremos del intervalo de la anterior

expresion. Si efectuamos los calculos manualmente, obtenemos este resultado:

En algunos libros, podéis encontrar estao

)
relacién como % ~ yn. En

o
realidad no hay consenso pero, a
medida que crece n, las diferencias
entre uno y otro célculo disminuyen.

Pensad que la distribucion %2 no es o

simétrica y, por tanto, deberemos
buscar los dos valores para construir el
IC.
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(20-1) = (sd(peso)*2)/res
## [1] 139.8988 516.0267

Es decir, al 95% de confianza, el pardmetro poblacional o? estara en el IC =
[139.9,516.0].

2.6. Inferencia sobre la diferencia de medias con muestras inde-

pendientes

El objetivo de este anélisis es comprobar si hay diferencias estadisticamen-
te significativas entre la media de una misma variable (peso) extraida en dos
muestras independientes diferenciadas por la variable (sexo). La primera mues-
tra estd compuesta por hombres (H) y la segunda, por mujeres (D). Asi pues,
para ver si hay diferencias en el peso de las dos muestras, se plantea el con-

traste siguiente:

Ho: pa=pn

Hi: pg#pn

De manera alternativa, también se puede expresar asi:

Ho: pg-pp=0

Hy: pg-pp #0

2.6.1. Varianzas poblacionales desconocidas pero iguales

En este caso haremos un t-test indicando explicitamente que las varianzas son

iguales:

t.test(peso ~ sexo, data = df.pesosexo, var.equal = TRUE)

#it

## Two Sample t-test

#it

## data: peso by sexo

## t = -4.3896, df = 18, p-value = 0.0003535

## alternative hypothesis: true difference in means is not
equal to O

## 95 percent confidence interval:

## -32.23387 -11.36613

## sample estimates:



FUOC e PID_00279914 34 Distribuciones de probabilidad e inferencia estadistica con R

## mean in group D mean in group H
#it 57.1 78.9

El resultado del contraste nos indica que la Hy se rechaza, y que las medias son
estadisticamente distintas. Llegamos a esta misma conclusiéon considerando el
IC para el pardmetro p.yz—up, [-32.23, -11.37]. Como este intervalo no contiene
el valor cero, el peso medio de los hombres es estadisticamente distinto al de
las mujeres. Es mas, al ser los valores del IC negativos, podemos afirmar que la
media del peso de los hombres es estadisticamente superior a la de las mujeres.

2.6.2. Varianzas poblacionales conocidas

Este contraste varia si conocemos los valores de las varianzas poblacionales
de uy, y um. En este caso, tendremos que utilizar un contraste basado en la

distribucidon normal y no en la distribucion t de Student.

Primero, crearemos dos variables diferenciadas, el peso de los hombres y el de

las mujeres, cada una con 10 observaciones:

peso_h<-df.pesosexo$peso[df.pesosexo$sexo=="H"]
peso_d<-df.pesosexo$peso[df.pesosexo$sexo=="D"]

Una vez creadas estas variables, volveremos a utilizar la funcién z.test del pa-
quete PASWR, esta vez con dos variables, especificando la desviacion estandar

de py, y vg (Sigma.x y sigma.y, respectivamente):

z.test(peso_h, peso_d, alternative=two.sided’,sigma. xX=4,
sigma.y=3, conf.level=0.95)

#it

## Two-sample z-Test

#it

## data: peso_h and peso_d

## z = 13.788, p-value < 2.2e-16

## alternative hypothesis: true difference in means is not
equal to O

## 95 percent confidence interval:

## 18.70102 24.89898

## sample estimates:

## mean of x mean of y

#it 78.9 57.1

Observamos que, en este caso, el IC es mucho mas preciso, es decir, el intervalo
es mas estrecho, debido a que conocemos los datos poblacionales y utilizamos

la distribucién normal en lugar de la distribucion t de Student.
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2.7. Inferencia sobre la diferencia de medias con muestras apa-

readas

Una muestra apareada implica que se toman dos o més observaciones de los
mismos individuos. Para ilustrarlo, consideraremos unos datos ficticios sobre
medicina. Supongamos que queremos averiguar si un determinado farmaco
afecta a la frecuencia cardiaca. Para esto, se disefia un experimento médico con
una muestra de n = 20 personas, entre las que hay hombres (H) y mujeres (D).
El experimento consistio en registrar la frecuencia cardiaca antes (frec_car_i) y
después (frec_car_f) de tomar este farmaco, ademas de registrar mediante una
variable dicotémica si la persona tuvo taquicardia. Las variables de la muestra

son las siguientes:

individuo <- seq(1, 20, by=1)

sexo <- c("D", "D", "H", "H", "H", "H", "H", "H", "H", "H",
"D", "D", "H", "H", "D", "D", "H", "D", "D", "D")

frec_car_i - < c(60, 68, 71, 69, 79, 84, 64, 60, 70, 75,
80, 63, 65, 75, 72, 77, 78, 79, 72, 71)

frec_car_f <- c(68, 80, 75, 79, 85, 91, 70, 69, 76, 80, 87,
68, 71, 83, 80, 79, 84, 83, 81, 85)

taquicardia <- c("No", "No", "No", "No", "Si", "Si", "No",
"No", "No", "No", "Si", "No", "No", "Si", "No", "No",
"Sit, "Si", "Si", "Si")

Agrupamos los datos en un data frame:

df.medicina <- data.frame(individuo, sexo, frec_car_i, f rec
_car_f, taquicardia)

df.medicina

#Ht individuo sexo frec_car_i frec_car_f taquicardia

#H 1 1 D 60 68 No
#H 2 2 D 68 80 No
## 3 3 H 71 75 No
#t 4 4 H 69 79 No
## 5 5 H 79 85 Si
## 6 6 H 84 91 Si
# 7 7 H 64 70 No
##t 8 8 H 60 69 No
#H 9 9 H 70 76 No
## 10 10 H 75 80 No
# 11 11 D 80 87 Si
#t 12 12 D 63 68 No
## 13 13 H 65 71 No
## 14 14 H 75 83 Si
## 15 15 D 72 80 No
## 16 16 D 77 79 No
# 17 17 H 78 84 Si
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## 18 18 D 79 83 Si
## 19 19 D 72 81 Si
## 20 20 D 71 85 Si

El objetivo del test es comprobar si la media de la frecuencia cardiaca es es-
tadisticamente distinta antes y después del experimento. Asi pues, se plantea

este contraste:

Ho:  Wfina = Winiciar = 0

Hi:  Wfina = Winician 7 0

Para efectuar el test usaremos la siguiente instruccion:

t.test(frec_car_f, frec_car_i, paired = TRUE)

#it

## Paired t-test

#it

## data: frec_car_f and frec_car_i ##

t = 11.308, df = 19, p-value = 7.015e-10

## alternative hypothesis: true difference in means is not
equal to O

## 95 percent confidence interval:

## 5.78587 8.41413

## sample estimates:

## mean of the differences

#it 7.1

El resultado del contraste nos indica que la H, se rechaza, y que las medias
son estadisticamente distintas. Otra manera de verlo consiste en considerar
el intervalo de confianza para el parametro .gu. — Winiciar, que €s [5.79, 8.41].
Puesto que este intervalo no contiene el valor cero, la media de la frecuencia
cardiaca de los individuos al final del experimento es estadisticamente distinta
de la media registrada al principio. Es mas, al ser los valores del IC positivos,
podemos afirmar que estadisticamente la media de la frecuencia cardiaca se
ha incrementado con el farmaco. Resulta interesante mencionar que la con-
clusién seria exactamente la misma, pero con signo opuesto, si hubiéramos

planteado el contraste de esta manera:

Ho:  Winicial = Wfina = 0

Hi:  Winicial = Wfinar 7 0
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2.8. Inferencia sobre la diferencia de proporciones

En esta seccién, contrastamos si dos proporciones distintas son estadistica-
mente iguales o no. Siguiendo el ejemplo anterior, contrastaremos si la pro-
porcion de taquicardias de los hombres (my,) es igual a la de las mujeres (1ts,)

sobre el total de individuos que participaron en el experimento.

Primero, crearemos una tabla para saber cuantos hombres y cuantas mujeres

hay y cuantos han tenido taquicardia:

table(sexo)

## sexo

## D H

## 9 11

table(sexo, taquicardia)
## taquicardia
## sexo No Si

#it D 5 4

#it H 7 4

Ahora, procedemos a hacer el contraste siguiente:

H()Z T[th—’rttm=0

Hi: mgy—mum#0

Para aplicar el test cogeremos el vector de hombres y mujeres con taquicardia,
c(4,4) , vy el vector del total de hombres y mujeres, ¢(11,9) , y elegiremos la

opcién de no correccién por continuidad:

prop.test(c(4,4), c(11,9), correct = FALSE)

## Warning in prop.test(c(4, 4), c(11, 9), correct = FALSE)
: Chi-squared

## approximation may be incorrect

#it

## 2-sample test for equality of proportions without
continuity

## correction

#it

## data: c(4, 4) out of c(11, 9)

## X-squared = 0.13468, df = 1, p-value = 0.7136

## alternative hypothesis: two.sided

## 95 percent confidence interval:

## -0.5123192 0.3507031

## sample estimates:

H#t prop 1 prop 2
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## 0.3636364 0.4444444

El resultado del contraste nos indica que la Hy no se rechaza, y que no po-
demos afirmar que las proporciones de los hombres y las mujeres con taqui-
cardia sean estadisticamente distintas. Ocurre igual si consideramos el IC para
el pardmetro my, — Ty, que es [-0.51,0.35]. Dado que este intervalo contie-
ne el valor cero, no podemos afirmar que la diferencia de proporciones sea

estadisticamente diferente de cero.

2.9. Inferencia sobre el cociente de varianzas

Esta seccion incluye la inferencia basada en la distribucién F de Snedecor que
se lleva a cabo para evaluar si las varianzas de dos muestras son iguales o
no. Cabe mencionar que se supone que las dos muestras proceden de dos
variables normales x; y x, que, ademas, son independientes e idénticamente
distribuidas. El objetivo es comprobar si las varianzas de estas variables son

iguales.

El contraste que hay que plantear es el siguiente:

Hy: o?2=03

. 2 42
Hy: o7#o03

O bien, si despejamos y tenemos en cuenta que cuando hablamos de igualdad

de varianzas nos referimos a que el cociente de las mismas sea la unidad:

N

HQI G—Z=1
93
o2
Hli c—}#l

Veamos esto mediante un ejemplo. Supongamos que disponemos de datos

sobre la cotizacién de dos valores bursatiles, V; y V,, con una cotizacién diaria

que se asume independiente la una de la otra. Para importar los datos a partir

del documento “Valores.csv” y ver los primeros valores de las dos variables,

tendremos que escribir las siguientes instrucciones:

df.valores <- read.table("Valores.csv", sep = ";", dec = ",
", header = TRUE)

head(df.valores)

##  Dia Valorl Valor2

## 1 1 9.716769 9.523524

## 2 2 9.611507 9.402905

## 3 3 9.608912 9.487459

## 4 4 10.228090 10.815316

## 5 5 9.729010 9.906335
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## 6 6 10.313833 11.164754

En este ejemplo especifico, elaboraremos dos graficos de cotizacién y los com-
pararemos entre si para tener una primera evidencia visual. Elaboraremos los
dos gréficos con un cierto nivel de detalle, incorporando titulo y bandas de

fluctuacién que marquen el minimo y el maximo de las cotizaciones.

Los graficos los obtendremos a partir de los comandos siguientes:

vl <- df.valores$Valorl

plot(vl, type = "I, lwd = 2, col = "red",

main = "Valor 1", xlab = "Dia", ylim = c¢(0,20))
abline(h = min(vl), lwd = 2, Ity = 2)

abline(h = max(vl), lwd = 2, Ity = 2)
Valor 1
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v2 <- df.valores$Valor2

plot(v2, type = "I, lwd = 2, col = "red",

main = "Valor 2", xlab = "Dia", ylim = ¢(0,20))
abline(h min(v2), lwd = 2, Ity = 2)

abline(h max(v2), lwd = 2, Ity = 2)
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Valor 2
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Para obtener una certeza estadistica sobre la diferencia de varianzas entre las
dos variables, tendremos que efectuar un test F de diferencia de varianzas.

Previamente, tenemos que apilar las variables en una sola variable.

Para apilar las variables en una sola variable y visualizar los primeros valores

utilizaremos las instrucciones siguientes:

apil <- stack(list(Valorl=df.valores$Valorl, Valor2=df
valores$Valor2))

colnames(apil) <- c("Variable", "Factor")

head(apil)

## Variable Factor

## 1 9.716769 Valorl

## 2 9.611507 Valorl

## 3 9.608912 Valorl

## 4 10.228090 Valorl

# 5 9.729010 Valorl

## 6 10.313833 Valorl

El test F se basa en la ratio de varianzas muestrales, de manera que el estadis- La varianza muestral

tico toma la forma siguiente. Recordemos que, para 1

observaciones de una

F Y F variable X, la varianza
- S_% ~ fn-lm-t muestral se calcula como

1 n 2
% = T izl K —X)7

Donde n y m son las dimensiones de las dos muestras, de manera respectiva.
En nuestro ejemplo, ya que sospechamos que la varianza del segundo valor es

superior, plantearemos este contraste:

=t

. o1 _—
HO. 0_—%—1
H; U—2<1



FUOC e PID_00279914 41 Distribuciones de probabilidad e inferencia estadistica con R

Para efectuar este contraste en R asumiendo un nivel de significacion de a =

0.05 podemos calcular primeramente las varianzas

tapply(apil$Variable, apil$Factor, var, na.rm = TRUE)
## Valorl Valor2
## 0.7700158 13.6700790

y hacer después el contraste:

var.test(Variable ~ Factor, alternative = ’less’, conf.
level = 0.95, data = apil)

#it

## F test to compare two variances

#it

## data: Variable by Factor

## F = 0.056329, num df = 999, denom df = 999, p-value <
2.2e-16

## alternative hypothesis: true ratio of variances is less
than 1

## 95 percent confidence interval:

## 0.0000000 0.0625104

## sample estimates:

## ratio of variances

#it 0.05632856

La interpretacién es inmediata: rechazamos Hy, es decir, claramente la va-
rianza del Valor 2 es superior a la del Valor 1. Observamos como el valor del
estadistico es aproximadamente de F = 0.05, lo que nos indica que la varianza
del segundo valor es mas o menos 20 veces superior a la varianza del primer

valor.
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